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摘　要：高斯过程（ＧＰ）模型是核学习方法与贝叶斯推理相结合的典范，现已成为机器学习领域的一个研究热点。
作为对ＧＰ模型的拓展，高斯过程混合（ＭＧＰ）模型具有更强大的学习能力和适应性。然而，目前关于ＧＰ和ＭＧＰ
模型的研究较为零散，尚缺少系统的分析与总结。本文首先对于ＧＰ模型的基本原理及其研究进展进行了深入地
分析和讨论；然后将ＧＰ模型拓展至ＭＧＰ模型，从多方面对ＭＧＰ模型的研究现状和进展进行了深入地分析和讨
论，并指出未来值得探索的研究方向和应用问题。
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１　引言

高斯过程是最重要的随机过程之一，其任意有

限维样本均服从高斯分布。在机器学习领域，高斯

过程常被称为高斯过程模型［１２］（Ｇａｕｓｓｉａｎｐｒｏｃｅｓｓ
ｍｏｄｅｌ，以下简称 ＧＰ模型）。虽然对于高斯过程的
研究已有了悠久的历史，但是将之用于解决机器学

习问题的历史却并不久远。近年来 ＧＰ模型在机器

学习领域颇受关注，已成为继支持向量机（ＳＶＭ）之
后新的研究热点，主要有以下几方面的原因：

首先，ＧＰ模型被认为是统计机器学习的一个基
本框架。许多学习方法比如 ＳＶＭ、径向基函数
（ＲＢＦ）网络以及卡尔曼滤波器等，均可以看作是ＧＰ
模型在特殊情形下的一种实现［１４］。第二，ＧＰ模型
是核机器学习［５］与贝叶斯推理学习相结合的典范，

兼具以上两类学习方式的优势。第三，ＧＰ模型的先
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验知识导入直观；模型通过矩阵运算表示、简洁高

效；模型能产生概率信息［６］。第四，ＧＰ模型具有广
阔的应用前景。不仅能解决分类、回归与预测问

题，而且还能延展至更广阔的应用领域。

ＧＰ模型尽管有以上诸多优势，但也存在一些不
足。主要表现在不能很好地描述多模态（样本可被

分为多簇，每簇来自于不同的分布）样本集、模型超

参数的学习耗时、难于刻画样本集输出在不同输入

区域的波动性差异等。为此，Ｔｒｅｓｐ［７］在２０００年首
先提出了高斯过程混合模型（ＭｉｘｔｕｒｅｏｆＧａｕｓｓｉａｎ
Ｐｒｏｃｅｓｓｅｓ，以下简称为ＭＧＰ模型），很好解决了上述
问题且具有更好的灵活性。ＭＧＰ模型最初是在专
家混合模型框架下发展起来的，但近年来自身发展

逐步自成一体，受到机器学习领域的广泛关注。

追溯ＧＰ模型的历史，其应用于机器学习的时
间（１９９６年）比 ＳＶＭ（１９９２年）要晚一些。实际上，
Ｒａｓｍｕｓｓｅｎ［８］首次提出了 ＧＰ模型并将之用于回归
预测。经过２０年的发展，如今有关 ＧＰ模型的研究
文献已屡见不鲜。国外有学者建立了关于 ＧＰ模型
的网站［９］，出版了相关论著［１０］，并基于不同平台编

写了很多模型实现软件［９，１１］。国内也有一些文献以

ＧＰ模型为研究对象［１２］。与 ＧＰ模型相比，ＭＧＰ模
型的研究时间还不算太长，相关文献也要少一些。

当前 ＧＰ模型的研究进展主要体现在哪些方
面，未来还有哪些问题值得进一步研究？ＧＰ模型为
什么要向ＭＧＰ模型拓展？ＭＧＰ模型目前的发展状
况如何，还面临哪些亟待解决的问题？上述问题促

使我们梳理从ＧＰ模型发展至 ＭＧＰ模型的脉络，评
述两类模型各自的研究进展，并展望未来的发展趋

势。本文希望以此抛砖引玉，吸引更多学者关注这

两类模型，并对相关领域研究者提供参考和借鉴。

２　高斯过程模型的基本原理

回归预测和分类是两类基本的机器学习问题，

下面分别从这两个角度来介绍模型的原理。对模

型原理更详细的阐述可参考文献［１，２，６，１０］。
（１）ＧＰ模型用于回归预测
已知Ｎ个学习样本ｘ１，ｘ２，…，ｘＮ及其对应目标

值ｔ１，ｔ２，…，ｔＮ，设所求回归函数为 ｆ（ｘ），依其预测
在新增样本ｘＮ＋１处的函数值为 ｆ（ｘＮ＋１）。ＧＰ模型首
先假设ｆ（ｘ）是一个高斯过程；然后将目标向量 ｔＮ＝

（ｔ１，ｔ２，…，ｔＮ）
Ｔ看作是另一个高斯过程ｔ（ｘ）在ＸＮ＝

（ｘ１，ｘ２，…，ｘＮ）
Ｔ处的实现，且假设 ｆ（ｘ）与 ｔ（ｘ）间

满足关系式ｔ（ｘ）＝ｆ（ｘ）＋ｅ（ｘ），其中ｅ（ｘ）是一个方
差为σ２ν的高斯白噪声。现将ｆ（ｘ）表示成Ｈ个基函

数的加权和 ｆ（ｘ）＝∑
Ｈ

ｈ＝１
ｗｈΦｈ（ｘ），并假定随机向量

ｗ＝（ｗ１，ｗ２，…，ｗＨ）
Ｔ满足ｗ～Ｎ（０，σ２ｗＩＨ）。由ｆ（ｘ）

与ｔ（ｘ）间的关系式可得到ｔＮ～Ｎ（０，ＣＮ），其中矩阵
ＣＮ由下面的协方差函数所决定：

Ｃ（ｘｎ，ｘｍ）＝σ
２
ｗ∑
Ｈ

ｈ＝１
Φｈ（ｘｎ）Φｈ（ｘｍ）＋σ

２
νδｎｍ（１）

其中当ｎ＝ｍ时δｎｍ＝１，否则δｎｍ＝０。
当给定测试样本 ｘＮ＋１时，欲预测其目标值 ｔＮ＋１，

此时有

Ｐ（ｔＮ＋１ｔＮ）＝Ｐ（ｔＮ＋１，ｔＮ）／Ｐ（ｔＮ） （２）
根据ＧＰ的假设，上式分子的表达式为：

Ｐ（ｔＮ＋１，ｔＮ）∝ｅｘｐ－
１
２［
ｔＴＮ ｔＮ＋１］Ｃ－１Ｎ＋１

ｔＮ
ｔＮ＋[ ]{ }１

（３）
现将矩阵 ＣＮ＋１分解，并分别记其子块为 ｋ、ｋ

Ｔ和 κ
等。从而可得目标值ｔＮ＋１的预测分布：

Ｐ（ｔＮ＋１ ｔＮ）～Ｎ（ｔ^Ｎ＋１，σ
２
ｔ^Ｎ＋１） （４）

其中ｔ^Ｎ＋１＝ｋ
ＴＣ－１ＮｔＮ，σ

２
ｔ^Ｎ＋１＝κ－ｋ

ＴＣ－１Ｎｋ。最后令ｆ（ｘＮ＋１）

＝ｔ^Ｎ＋１，即取该预测分布的均值作为 ＧＰ模型在 ｘＮ＋１
处的预测值。

（２）ＧＰ模型用于二元分类问题
若ＧＰ模型用于二元分类问题，则式（２）中的条

件分布Ｐ（ｔＮ＋１ ｔＮ）不再是高斯分布。因为 Ｐ（ｔＮ＋１
ｔＮ）也可记为Ｐ（ｔＮ＋１ ＸＮ＋１，ｔＮ），此时其表达式变为：

Ｐ（ｔＮ＋１＝１ ＸＮ＋１，ｔＮ）＝∫Ｐ［ｔＮ＋１＝１ ｆ（ｘＮ＋１）］
Ｐ［ｆ（ｘＮ＋１） ＸＮ＋１，ｔＮ］ｄｆ（ｘＮ＋１） （５）

上式中的两个分布分别为

Ｐ［ｔＮ＋１＝１ ｆ（ｘＮ＋１）］＝
１

１＋ｅ－ｆ（ｘＮ＋１）
（６）

Ｐ［ｆ（ｘＮ＋１） ＸＮ＋１，ｔＮ］＝

∫Ｐ［ｆ（ｘＮ＋１），ｆＮ ＸＮ＋１，ｔＮ］ｄｆＮ＝
∫Ｐ（ｆＮ＋１ ＸＮ＋１，ｔＮ）ｄｆＮ （７）

其中 ｆＮ＝［ｆ（ｘ１），ｆ（ｘ２），…，ｆ（ｘＮ）］
Ｔ，Ｐ［ｆＮ＋１ ＸＮ＋１，

１６９



信 号 处 理 第３２卷

ｔＮ］∝ Ｐ（ｆＮ＋１ ＸＮ＋１）∏
Ｎ＋１

ｎ＝１
Ｐ［ｔｎ ｆ（ｘｎ）］，Ｐ（ｆＮ＋１

ＸＮ＋１）∝ｅｘｐ
　

　
－１２ｆ

Ｔ
Ｎ＋１Ｋ

－１
Ｎ＋１ｆＮ









＋１ 。

由于式（６）不是高斯分布，将（６）与（７）代入
（５）以后，式（５）仍不是高斯分布。因此当 ＧＰ模型
用于分类时，数值计算要比回归预测复杂。可用拉

普拉斯逼近法、蒙特卡洛法［４，１３］、变分法［１４］、均值场

法［１５］等近似计算式（５）中的后验概率。

３　高斯过程模型的研究进展与展望

现从以下九个方面综述 ＧＰ模型的研究进展，
并对其未来的研究方向进行展望。

（１）ＧＰ模型的协方差函数与模型选择
协方差函数对 ＧＰ模型而言非常重要，它扮演

的角色就如核机器学习方法中的核函数。ＧＰ模型
的协方差函数大致可以分为平稳协方差和非平稳

协方差函数两类。前者如平方指数、分段多项式协

方差函数等，后者如点积型协方差函数等。ＧＰ模型
通常采用平稳协方差函数，但难于捕捉被表达函数

的平滑度随输入的变化。为此需要构建一些新的

非平稳协方差函数［１６］。另外通过相加、直和、相乘、

张量积、嵌入或卷积等手段，根据已有协方差函数

也可以构建新的协方差函数。

当用ＧＰ模型解决实际问题时，首先面临的是
如何选择合适的协方差函数，以及如何确定协方差

函数中所含待定超参数，可统称之为模型选择。ＧＰ
模型最常用的模型选择方法是贝叶斯推理和交叉

验证［１０］。除此之外也提出了一些其他的方法，例如

Ｓｅｅｇｅｒ［１７］使用变分贝叶斯模型选择法，自动确定协
方差函数中的超参数。Ｓｃｈｗａｉｇｈｏｆｅｒ［１８］曾借助分层
贝叶斯框架实现ＧＰ模型的均值与协方差函数的自
学习。Ｓｕｎｄａｒａｒａｊａｎ等［１９］基于 Ｇｅｉｓｓｅｒ预测概率最
大化准则来确定最优超参数等。

（２）ＧＰ模型的改进或扩展
自ＧＰ模型提出以后，出现了大量改进或扩展

算法。例如Ｃｈａｔｚｉｓ［２０］提出了一种显状态 ＧＰ模型。
Ｓｏｈ等更进一步提出了在线显状态 ＧＰ模型的空时
学习策略［２１］。Ｓｎｅｌｓｏｎ［２２］提出了一种弯曲ＧＰ模型，
能处理含非高斯分布噪声的样本。Ｂｏｙｌｅ［２３］提出了

相关ＧＰ模型，将高斯过程视为某平滑核与高斯白
噪的卷积，从而能解决多输出变量问题。Ｌａｗ
ｒｅｎｃｅ［２４］和李宏伟［２５］等分别通过扩展ＧＰ模型，使之
能实现半监督学习。Ｐｉｌｌｏｎｅｔｔｏ［２６］扩展 ＧＰ模型后能
用于在线多任务学习。Ｇｉｌｂｏａ，Ｅ．等提出了 ＧＰ模
型的尺度化多维推理学习策略［２７］。传统 ＧＰ模型
只能用于二元分类，而Ｚｈａｏ［２８］考虑了将模型用于多
元分类。Ｄａｌｌａｉｒｅ［２９］考虑到当输入训练样本具有不
确定性分布时ＧＰ模型的回归预测等。上述改进或
扩展从不同侧面提升了模型性能。

（３）ＧＰ模型的学习曲线和界
所谓学习曲线是指模型的泛化错误随学习样

本数变化的曲线，能深入揭示模型泛化性能的内在

规律。目前ＧＰ模型的学习曲线有如下几种研究思
路：第一，研究学习曲线的渐近性质，即当样本容量

趋向于无穷大时的曲线形态。第二，研究学习曲线

的上下界，掌握学习曲线的变化范围。只要上下界

足够紧，同样能够准确刻画学习曲线本身。第三，

研究学习曲线的逼近。因为通常得到的上下界都

比较松，而学习曲线的逼近可能比其上下界更能准

确地刻画学习曲线本身。

Ｗｉｌｌｉａｍｓ［３０］对ＧＰ模型的学习曲线进行了深入
研究：在假定模型采用平方指数协方差函数的前提

下，获得了学习曲线的解析表达式，给出了曲线的

单点上界和两点上界公式。Ｏｐｐｅｒ［３１］通过对协方差
函数进行特征值分解，获得了学习曲线的 Ｏｐｐｅｒ
Ｖｉｖａｒｅｌｌｉ下界和ＯＵ下界。由于学习曲线的上下界
比较松，为此 Ｓｏｌｌｉｃｈ［３２］转而研究学习曲线的逼近，
并比较了各种界与逼近之间的紧致度。Ｍａｌｚａｈｎ［３３］

使用变分法计算相关分割函数，提供了逼近学习曲

线的新思路。Ｋａｋａｄｅ等［３４］则给出了 ＧＰ模型在最
坏情形下的界等。

（４）ＧＰ模型的数值实现方法
ＧＰ模型的数值实现有两个目标：第一是在无法

进行解析计算时，寻找其近似计算方式。第二是当

遇到大样本集时加速训练过程。当 ＧＰ模型用于回
归预测时，可通过矩阵求逆直接进行数值实现。但

Ｍａｃｋａｙ［６］曾指出直接求逆不仅耗时而且可能使得
计算过程不稳定。一种改进措施是用迭代方法逼

近矩阵的逆［３５］。周杰英等提出用幂级数展开解决

ＧＰ模型中矩阵行列式计算问题。另外 ＫＤ树［３６］和

２６９



第 ８期 周亚同 等：从高斯过程到高斯过程混合模型：研究与展望

Ｎｙｓｔｒｍ［３７］等也用于加速ＧＰ模型训练。
当ＧＰ模型用于分类时，因为模型中的后验概

率不再服从高斯分布，因此计算过程比用于回归预

测时要复杂一些。目前有四种数值实现方法：第一

种是用拉普拉斯逼近法得到后验概率的近似解；第

二种是用蒙特卡洛法对后验概率进行抽样后逼

近［４，１３］；第三种是用变分法获得后验概率的上界与

下界，进而求出后验概率的逼近［１４］；第四种是借助

均值场方程近似计算后验概率［１５］。另外 Ｃｈａｌｕｐｋａ
等［３８］详述了关于ＧＰ模型的更多数值实现方法。

ＧＰ模型的稀疏化也是一种减少运算量的重要
策略。所谓稀疏化是指用尽可能少的代表性样本

代替原始训练样本集，并用于模型的学习及预测，

这些代表性样本称为支持点［３９］。支持点的求解非

常关键，通常可以在某种准则下用贪婪算法逐一从

原样本集中选取［３９］。Ｓｎｅｌｓｏｎ等［４０］将支持点作为待

估参数，和协方差参数一起通过最大似然估计求

解。ＱｕｉｏｎｅｒｏＣａｎｄｅｌａ等［３９］系统总结了常见的 ＧＰ
模型稀疏化策略并将其纳入统一框架进行比较。

（５）ＧＰ模型与一些统计学习模型间的联系
研究ＧＰ模型与一些统计学习模型间的联系，

不仅有助于深入认识 ＧＰ模型，而且能建立起与既
有模型体系间的关联。限于篇幅本文仅讨论 ＧＰ模
型和ＲＢＦ网络以及 ＳＶＭ间的联系，与更多学习模
型如相关向量机、正则化模型、最小二乘分类器间

的联系可参见Ｒａｓｍｕｓｓｅｎ等［１０］的第６章。另外 ＧＰ
模型和卡尔曼滤波器、Ｋｒｉｇｉｎｇ方法和自回归滑动平
均模型等也有密切联系［６］。

Ｍａｃｋａｙ［６］分析了 ＧＰ模型与 ＲＢＦ网络间的联
系：当ＧＰ模型用于回归预测时，若采用某种特殊的
指数协方差函数，相当于是用高斯径向基及其平移

构成的一组基对被回归函数进行线性表示，此时它

等价于一个ＲＢＦ网络。Ｓｏｌｌｉｃｈ［４１］则指出了ＧＰ模型
与ＳＶＭ间的关系：ＳＶＭ可以理解成在显著度框架
下，某推断问题采用了 ＧＰ模型的先验和合适的似
然函数后得到的最大后验概率解。另外Ｇｅｓｔｅｌ［４２］讨
论了ＧＰ模型与最小二乘ＳＶＭ间的联系。

（６）ＧＰ模型用于强化学习和用于捕捉动态
特性

强化学习是一种重要的学习策略，其本质是对

变化的环境进行感知和适应。在强化学习领域，解

决连续空间的表示问题主要有离散化或者价值函

数逼近等，后者实际上是将强化学习转化为价值函

数或回报函数的回归估计。Ｒａｓｍｕｓｓｅｎ［４３］曾将 ＧＰ
模型用于强化学习，实际上是用模型去逼近价值函

数。与价值函数逼近不同，王雪松等［１２］在连续状态

空间中把强化学习转化为一个二元分类问题，然后

借助ＧＰ模型的分类能力获得强化学习策略。时序
差分学习是强化学习中的一种重要技术，Ｅｎｇｅｌ［４４］

曾提出一种高斯过程时序差分学习框架，并进一步

考虑状态转移的随机性和行动选择问题。Ｋｏ［４５］给
出了一个ＧＰ模型用于强化学习的应用实例。

经典ＧＰ模型无论是用于回归预测还是分类识
别，处理对象都是静态样本集。但模型通过与强化

学习结合，能够捕捉处理对象的动态特征。例如

Ｗａｎｇ［４６］提出了高斯过程动态模型（ＧＰＤＭ），能捕获
人行走时的动力学特征。吕培［４７］则提出了一种基

于ＧＰＤＭ的人体节奏运动合成方法。Ｄｅｉｓｅｎｒｏｔｈ［４８］

提出了一种高斯过程动态规划（ＧＰＤＰ）模型，能在
连续状态空间中逼近值函数。Ａｍｏｔｏ等［４９］则提出

了一种新的基于ＧＰ模型的增强学习策略。
（７）高斯过程隐变量模型
高斯过程隐变量模型（ＧＰＬＶＭ）是 ＧＰ模型的

另一种拓展，可以捕捉对象运动的非线性特征［５０］。

ＧＰＬＶＭ从原理上看与概率主成分分析（ＰＰＣＡ）模型
具有某种对偶性。Ｌａｗｒｅｎｃｅ［５１］详细讨论了 ＰＰＣＡ、
核主成分分析和 ＧＰＬＶＭ间的关系，给出了 ＧＰＬＶＭ
非线性化的途径，讨论了 ＧＰＬＶＭ如何处理大样本
集以及样本属性缺失等问题。Ｌａｗｒｅｎｃｅ等［５２］紧接

着将ＧＰＬＶＭ扩展至更为复杂的层次结构，并用于
人体运动数据可视化。另外，ＧＰＬＶＭ虽能发掘嵌入
在高维空间中的低维流型，但只能用于非监督学

习。为此Ｕｒｔａｓｕｎ等［５３］提出了判别型 ＧＰＬＶＭ，通过
在低维流型上施加判别型先验，使之能用于监督

学习。

（８）ＧＰ模型在各个领域内的应用
学习模型的应用与理论发展相辅相成，良好的

应用效果会使模型获得更多关注，从而反过来促进

理论发展。ＧＰ模型主要用在涉及分类、回归及预测
等场合。例如Ｃｈｅｎｇ等［５４］以日本女性 ＪＡＦＦＥ表情
库为样本集，将 ＧＰ模型用于人脸表情识别。有些
学者则将ＧＰ模型用于非平稳时间序列预测，但计
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算效率大为降低［５５］。近年来 ＧＰ模型的应用面逐
步拓宽，如用于超光谱图像分类［５６］，天线输入特征

建模［５７］、风能预测［５８］、音乐风格及情感识别［５９］等。

（９）ＧＰ模型未来研究展望
ＧＰ模型欲在理论上更加完善，同时取得更好的

应用效果，还存在着很多问题值得深入研究。我们

认为ＧＰ模型有以下六个值得探索的研究方向。
第一，将不变性等先验知识融入 ＧＰ模型，给协

方差函数的设计或选择提供依据。例如在模式分

类中存在着一些不变性先验：待分类目标经平移、

旋转或加粗等变换后其类别保持不变。若能在设

计协方差函数时考虑上述先验，会显著提升 ＧＰ模
型的分类能力。第二，能处理具有特殊形式的输入

和输出变量。在当前的 ＧＰ模型中，每一个输入变
量均是普通的向量，对应着唯一的输出目标变量。

但在有些应用场合，例如对字符串或者其他多媒体

数据进行特征提取后，所获取的输入变量具有结构

化特征。此时必须改进 ＧＰ模型，使之能适应上述
应用场合。第三，寻找 ＧＰ模型学习曲线的更一般
形式以及更紧的上下界。目前在推导 ＧＰ模型的学
习曲线时，假定的协方差函数非常特殊，因此推导

出的学习曲线不具备一般性；另外在推导上下界的

过程中进行了各种近似，导致界不够紧。因此在上

述两方面均值得深入探索。

第四，ＧＰ模型在处理海量样本时的快速计算问
题。尽管借助各种数值计算方法以及稀疏化策略，

ＧＰ模型已经可以处理大规模学习样本集。但当处
理海量样本时ＧＰ模型的学习仍面临困难。此时需
要从模型原理和数值计算技巧两方面出发加以解

决。第五，丰富ＧＰ模型用于强化学习的途径，增强
模型捕捉动态特性的能力。第六，将 ＧＰ模型用于
无监督学习。ＧＰ模型本身是一个有监督学习模型，
但可通过拓展使之能解决样本降维等无监督学习

问题，前文提及的 ＧＰＬＶＭ就是一个典型例子，其实
质是对嵌入在高维样本空间中的低维流型进行建

模。未来还需提升 ＧＰ模型的建模能力，解决更多
的无监督学习问题。

４　从ＧＰ模型向ＧＰＭ模型的拓展

虽然ＧＰ模型具有诸多优势，但也存在一些局
限：第一，单 ＧＰ模型在学习样本数为 Ｎ的样本集

时，其计算复杂度为 Ｏ（Ｎ３），不适用于大样本数据
学习［６０］。第二，单ＧＰ模型难于精确描述多模态样
本集［６０］。第三，单ＧＰ模型难以刻画样本输出在不
同输入区域的波动性差异［６１］。为解决上述问题，

Ｔｒｅｓｐ［７］于２０００年首次提出 ＭＧＰ模型，随后人们在
其基础上进行了各种改进。基本思路都是采用“分

而治之”策略：将样本集分组，每组样本服从一个高

斯过程。这样每个高斯过程只涉及小规模协方差

矩阵求解，不仅减少了运算量，而且能自动适应多

模态样本集。例如图１中的 Ｔｏｙｄａｔａ样本集由具有
４种模态的样本组构成，故用由４个ＧＰ构成的混合
模型描述显然比单个ＧＰ模型更准确［６２６５］。

图１　具有多模态特征的Ｔｏｙｄａｔａ样本集
Ｆｉｇ．１　ＴｈｅＴｏｙｄａｔａｓａｍｐｌｅｓｅｔｗｉｔｈｍｕｌｔｉｍｏｄａｌｉｔｙ

５　高斯过程混合模型的基本原理

ＭＧＰ模型最初从混合专家模型（ＭｉｘｔｕｒｅｏｆＥｘ
ｐｅｒｔｓ，以下简称 ＭＥ）发展而来［７］。在最初的 ＭＧＰ
模型中，每个专家（又称分量）包含三个ＧＰ模型，分
别用于刻画门限函数、输出的均值和方差，训练较

费时［７］。后续提出的ＭＧＰ模型为了提升训练效率，
大多用单个ＧＰ表示每个专家。为便于比较 ＭＥ和
ＭＧＰ模型，现将二者的边际似然函数表示如下：

Ｐ（ｔＮ ＸＮ，θ，ＺＮ）＝∏
ｉ
Ｐ（ｔｉ ｘｉ，θ

$ｉ
） （８）

Ｐ（ｔＮ ＸＮ，θ，ＺＮ）＝

∏
ｊ
Ｐ（｛ｔｉ：$ｉ＝ｊ｝ ｛ｘｉ：$ｉ＝ｊ｝，θｊ） （９）

其中 θ＝｛θｊ｝
Ｍ
ｊ＝１表示各专家所包含的参数，ＺＮ＝

｛
$ｉ｝

Ｎ
ｉ＝１｛１，２，…，Ｍ｝

Ｎ表示各样本所属的专家编

号。Ｐ（｛ｔｉ：$ｉ＝ｊ｝｛ｘｉ：$ｉ＝ｊ｝，θｊ）表示ＭＧＰ的第ｊ个
专家的输出服从高斯分布，即

Ｐ（｛ｔｉ：$ｉ＝ｊ｝ ｛ｘｉ：$ｉ＝ｊ｝，θｊ）～Ｎ［μ（｛ｘｉ：$ｉ＝ｊ｝ θｊ），
Ｑ（｛ｘｉ：$ｉ＝ｊ｝，｛ｘｉ：$ｉ＝ｊ｝ θｊ）＋σ

２
ν，ｊＩＮｊ］（１０）

４６９



第 ８期 周亚同 等：从高斯过程到高斯过程混合模型：研究与展望

其中μ（｛ｘｉ：$ｉ＝ｊ｝θｊ）和 Ｑ（｛ｘｉ：$ｉ＝ｊ｝，｛ｘｉ：$ｉ＝ｊ｝
θｊ）分别是第 ｊ个高斯过程分量的均值和协方差矩
阵。通常假定均值 μ＝０，这样式（１０）就退化为单
ＧＰ模型。

ＭＥ和ＭＧＰ的共同点是：样本均被划分至各专
家，且专家间相互独立。二者的差异是：ＭＧＰ模型的
每个专家均由各自对应的ＧＰ描述，因而样本间不再
像ＭＥ那样相互独立，这种混合能同时融合ＧＰ和ＭＥ
的优势。关于ＭＥ模型的更多介绍参见综述［６６］。

６　高斯过程混合模型的研究进展与展望

本节主要阐述 ＭＧＰ模型的常见类型、学习算
法、输出预测规则等，并展望未来的发展方向。若

无特别说明，以下ＭＧＰ模型只针对回归预测问题。
６．１　ＭＧＰ模型的常见类型

ＭＧＰ模型虽形式多样，但大多符合通式（９）和
（１０），根据模型混合方式的不同可分为判别模
型［７，６１，６７８１］和生成模型［６０，６２６５，８２８８］两类。前者将输

入作为已知常量，后者将输入当作随机变量，让每

个专家随机生成输入和输出。生成模型与判别模

型相比有如下优势［６２］：由于输入具有先验分布，根

据贝叶斯公式，生成模型可以由输出反推输入，从

而可应对某些样本集输入特征缺失的问题；且输出

协方差矩阵随输入的变化规律会更清晰。

ＭＧＰ判别模型和生成模型的表达式分别为［６２］

Ｐ（ｔＮ ＸＮ，μ）＝∑
ＺＮ
∏
ｉ
Ｐｒ（

$ｉ ｘｉ，θ
ｇ）

∏
ｊ
Ｐ（｛ｔｋ：$ｋ＝ｊ｝｛ｘｋ：$ｋ＝ｊ｝，θ

ＧＰ
ｊ） （１１）

Ｐ（ＸＮ，ｔＮ θ）＝∑
ＺＮ
∏
ｉ
Ｐｒ（

$ｉ θ
ｇ）∏

ｊ
Ｐ（｛ｔｋ：$ｋ＝ｊ｝

｛ｘｋ：$ｋ＝ｊ｝，θ
ＧＰ
ｊ）Ｐ（｛ｘｋ：$ｋ＝ｊ｝θ

ｘ
ｊ） （１２）

上式中，第ｊ个专家的输出分布Ｐ（｛ｔｉ：$ｉ＝ｊ｝｛ｘｉ：$ｔ
＝ｊ｝，θＧＰｊ）大多由式（１０）描述，但 Ｙｕａｎ等

［６０］和 Ｓｕｎ
等［８２］为了消除样本输出值间的相关性，用核线性回

归模型近似描述各专家输出分布。门限函数 Ｐｒ
（
$ｉ ｘｉ，θ

ｇ）和Ｐｒ（
$ｉ θ

ｇ）多采用混合比例系数，这些

系数有些未给定先验分布［６３６５，７３，７５，８４，８６８８］，有些服从

Ｄｉｒｉｃｈｌｅｔ分布［６０，６７６９，７８，８５，８９］，还有些通过 Ｄｉｒｉｃｈｌｅｔ过
程或 ＰｉｔｍａｎＹｏｒ过程生成［６２，７０，７４，７７，７９，８２８３］。生成模

型中第ｊ个专家的输入分布 Ｐ（｛ｘｉ：$ｔ＝ｊ｝θ
ｘ
ｊ）多相

互独立且服从高斯分布［６２６５，８２８８］，而Ｙｕａｎ等［６０］采用

高斯混合分布，输入假设更精确，但运算量也更大。

除了判别模型和生成模型，还有少数ＭＧＰ模型
并不服从式（９）。例如 Ｗａｎｇ和 Ｋｈａｒｄｏｎ［６７］采用多
任务学习框架，每个任务对应的输出是两个 ＧＰ的
叠加；Ｋａｐｏｏｒ等［７５］中的各个 ＧＰ用于描述不同的输
入分量而非不同组样本；Ｆｏｘ和 Ｄｕｎｓｏｎ［９０］将输入空
间递归地细分为若干子区域，每个子区域由一个ＧＰ
刻画等。除了混合方式和门限函数等不同以外，

ＭＧＰ模型的多样性还体现在参数的先验分布上面。
有些模型不对参数施加先验［６３６５，６７６８，７１７２，７９，８６８８］，有

些对均值参数施加高斯先验［６０６２，８３，８５］，有些对协方

差矩阵的逆施加 Ｗｉｓｈａｒｔ先验［６０６２，６９，８２８３，８５］，有些施

加Ｇａｍｍａ先验［６０６２，６９，７４，８２８３］等。

６．２　ＭＧＰ模型的学习算法
目前ＭＧＰ模型的主流学习算法有三类：马尔科

夫链蒙特卡洛算法（以下简称 ＭＣＭＣ）、变分贝叶斯
算法（简称ＶＢ）、期望最大算法（简称 ＥＭ），以下逐
一介绍。

对于有先验分布的参数，求解其后验分布是学

习算法的重要目标。而ＭＧＰ模型较为复杂，后验分
布通常没有解析式，需要利用近似算法，如 ＭＣＭＣ
算法和ＶＢ算法。其中ＭＣＭＣ算法是在给定训练样
本的前提下，从某些预设先验分布的隐参量的后验

概率中进行序贯抽样［６１６２，６８６９，７７７９，８３，８５，８９］。根据后

验概率的具体形式，可灵活选用合适的抽样策略，

如ＭＨ抽样（含 Ｇｉｂｂｓ抽样）、混合 ＭＣＭＣ抽样等。
该方法理论上精确度高［６０］。然而由于ＭＧＰ模型往
往参数较多，ＭＣＭＣ用于学习 ＭＧＰ模型时收敛很
慢［６０，７１，８２］，且收敛条件难于判断［６０］。因此有些学者

尝试用ＶＢ算法逼近后验概率［７０，７４７５］，假设随机隐

参量在给定训练数据后条件独立，然而这样近似较

粗略，特别当参数的相关性较强时［８６］。

ＥＭ算法被公认为学习混合模型的有效算法，
不需要先验分布且理论上等价于最大似然估计。

由于ＭＧＰ模型中样本输出值相互关联，Ｑ函数计算
的时间复杂度很大，目前用于学习 ＭＧＰ模型的 ＥＭ
算法都不可避免地引入了一些近似策略。根据近

似策略的差异，又可以将这些ＥＭ算法细分为四种：
变分ＥＭ算法、启发式 ＥＭ算法、硬分类 ＥＭ算法、
ＭＣＭＣＥＭ算法。

其中变分ＥＭ算法的Ｅ步通过ＶＢ算法近似求
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解隐参量的后验概率，Ｍ步则通过最大化 Ｑ函
数［６０，７１，８２］或变分自由能［６７］求解模型超参数。然而，

变分算法的独立性假设较为粗略，例如我们曾尝试

编写Ｓｕｎ和Ｘｕ［８２］的变分ＥＭ算法，其预测误差往往
较大且对参数初始值非常敏感。

启发式 ＥＭ算法的近似主要体现在 Ｍ步的参
数学习上。其中 Ｔｒｅｓｐ［７］的核参数值事先给定而未
经过学习，Ｓｔａｃｈｎｉｓｓ和 Ｐｌａｇｅｍａｎｎ［９１］则从与训练样
本无关的概率分布中对参数值进行抽样，二者均没

有充分利用训练样本的信息；Ｙａｎｇ和 Ｍａ［６３６４］、
Ｓｃｈｉｅｇｇ等［７６］将Ｍ步的Ｑ函数近似为基于留一交叉
验证的概率分解形式，但这种近似需要对每个样本

求解其输出值的预测分布，运算量较大。

硬分类 ＥＭ算法的 Ｅ步是按最大后验概率准
则，直接将样本分配给对应的高斯过程分量，然后Ｍ
步根据分配结果分别训练每个高斯过程分量。目

前的硬分类算法各具特色，如 Ｙａｎｇ和 Ｍａ［６３６４］提出
的硬分类ＥＭ算法由上述启发式软分类 ＥＭ算法直
接改造而成，精度较高但计算量较大；Ｎｇｕｙｅｎ和Ｂｏ
ｎｉｌｌａ［７１］的Ｅ步用变分法对后验概率进行近似，再按
最大后验概率准则分配样本，速度快而变分法的独

立性假设较为粗略；Ｙｕ和 Ｃｈｅｎ［８４］的 Ｅ步则在最大
后验概率大于某一阈值时才将样本分配至对应的

高斯过程分量，计算简单但用于分配的后验概率之

条件只有输入没有输出，理论依据不完备；Ｃｈｅｎ
等［６５，８６］精确推导了硬分类 ＥＭ算法，除硬分类外没
用到其他近似策略，实验表明精度高且对中小规模

的数据集耗时较少，但对大数据训练速度慢。ＭＣ
ＭＣＥＭ算法由 Ｗｕ等［８６］２０１５年提出，它将 Ｃｈｅｎ
等［６５］Ｅ步的硬分类策略由最大化后验概率改为
ＭＣＭＣ，提升预测精度的同时运算量增大。

除了以上三类主流学习算法外，ＭＧＰ模型还存
在其他学习算法，这里简单举例：（１）拉普拉斯逼近
算法：Ｄｏｎｇ［７２］用单 ＧＰ模型去近似 ＭＧＰ模型，虽然
做法简单，但这种近似只保留一、二阶矩的信息，在

理论上比较粗糙。（２）一次性硬分类：Ｔｕｏｎｇ等［８０］、

Ｌｉｕ［８１］等根据马氏距离到聚类中心最小的准则直接
对样本分组，然后对各组分别训练一个 ＧＰ模型。
这样的马氏距离准则缺少概率依据，较难保证来自

同一个ＧＰ的样本点被分配到同一组。（３）期望传
播算法（ＥＰ）和变分法联合使用：Ｋａｐｏｏｒ［７５］将 ＭＧＰ

模型用于分类，类别的条件概率用 ＥＰ算法去近似，
隐变量的后验概率用变分法近似，该模型不是通常

意义下的ＭＧＰ（见第５节），兹不赘述。
６．３　ＭＧＰ模型的预测规则

ＭＧＰ模型经过学习以后即可用于回归预测，其
预测规则大致有如下四种：

（１）加权预测：类似于ＭＥ模型的预测规则［６６］，

多数文献是用全概率公式预测，即将测试样本放入各

高斯过程分量分别预测，然后将这些预测分布或预测

值按测试样本分配到各分量（专家）的后验概率加权

平均［６７，７４７６，８６，９１］。该预测方法理论上十分精确，适用

于解析式易求情形，但和某些模型、学习算法匹配后

计算量很大，需要下述近似策略。（２）硬分类预测：若
模型用硬分类ＥＭ算法学习，则学习结束后训练样本
所属专家均已知，因此可按最大后验概率准则将测试

样本分配给相应的专家，再基于单个ＧＰ模型的预测
规则即可获得预测结果［６５，６７，７１，８４，８６，８８］。Ｎｇｕｙｅｎ和Ｂｏ
ｎｉｌｌａ［７１，８６］指出此时硬分类预测通常比加权预测更精
准，因为在硬分类ＥＭ学习过程中，每个专家只与它
接收的样本相关，因此对不属于该专家的样本，预

测效果通常欠佳。（３）ＭＣＭＣ抽样预测：若模型用
ＭＣＭＣ学习，会获得隐参数的大量抽样值。对其中
每组抽样值均易求得输出值的预测分布，这些预测

分布的均值可近似为真实预测分布［６８６９，８３，８６］。

Ｍｅｅｄｓ和Ｏｓｉｎｄｅｒｏ［６２］的做法则不同，是将预测值作
为待估参数，在学习阶段就对其进行 ＭＣＭＣ抽样，
最后直接将这些抽样值取平均。（４）变分参数均值
预测：Ｙｕａｎ等［６０］和 Ｓｕｎ等［８２］采用变分 ＥＭ学习算
法，预测时随机隐参量的估计值近似为它的期望

值。当隐参量的估计值确定后，预测分布就很容易

求解。

６．４　ＭＧＰ模型的研究近况和未来展望
近年来研究ＭＧＰ模型的文献数量明显增长，且

从模型、算法的理论改进到应用研究都颇为丰富，

涉及几乎各种模型类型、学习算法、预测算法。如

２０１４年Ｃｈｅｎ等［６４］通过删除不必要参数精简 ＭＧＰ
模型，进而减少近似策略精确推导该精简模型的学

习算法———硬分类 ＥＭ算法。在此基础上，Ｃｈｅｎ
等［８６］通过稀疏化策略发展了此模型［６４］；Ｚｈａｏ等［８８］

为此算法［６４］提供模型选择准则；Ｗｕ等［８６］将Ｅ步的
硬分类策略由最大化后验概率改为 ＭＣＭＣ，提升了
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预测精度。但目前为止，ＭＧＰ领域还有些问题尚待
进一步探索，包括：自动模型选择、模型超参数的初

始值确定和稀疏化策略等，以下逐一阐述。

（１）自动模型选择问题
ＭＧＰ模型的模型选择问题，是指根据样本集特

点选择合适的高斯过程分量（专家）的个数 Ｋ。虽
然该问题很重要，但目前很多文献都没有讨论，而

是事先直接指定Ｋ［７，６１，６３６５，６７６９，７１，９１］。Ｈｕａｎｇ等［７３］提

出用Ａｋａｉｋｅ信息准则或贝叶斯信息准则进行模型
选择，Ｚｈａｏ等［８８］提出了同步平衡准则，虽均比事先

指定Ｋ要准确的多，但需要针对一系列 Ｋ值逐一学
习模型，运算量较大。若实现自动模型选择，即在

学习过程中自动调整 Ｋ值至合适值，则能在大幅降
低运算量的同时增加模型的自适应能力。

如采用 Ｄｉｒｉｃｈｌｅｔ过程或 ＰｉｔｍａｎＹｏｒ过程当作
ＭＧＰ模型的门限函数，则混合成分的个数没有上
限，因而这样的模型具有自动模型选择的潜能。然

而相关实验结果显示，这种方法得到的专家个数往

往偏离真实的专家个数，例如 Ｒａｓｍｕｓｓｅｎ等［９２］用

Ｄｉｒｉｃｈｌｅｔ过程门限函数，在Ｍｏｔｏｒｃｙｃｌｅ样本集上多次
重复实验，专家个数Ｋ取过很多值且概率分布很不
集中。并且，模型选择的效果需要在ＭＧＰ模型合成
的数据上检验，而目前的相关文献都没按这个规范

进行实验。

Ｓｈｉ等［９３］设想用逆跳 ＭＣＭＣ算法可实现自动
模型选择，２０１５年Ｑｉａｎｇ和 Ｍａ［８９］实现了这一设想，
在合成数据上选出了正确的 Ｋ值。然而所采用的
模型都假定样本分组事先已知，比一般的ＭＧＰ模型
学习起来较为容易。但在实际中这样的分组往往

未知。因此，如何对一般的ＭＧＰ模型实现自动模型
选择，是ＭＧＰ模型未来重要的研究方向之一。

（２）模型超参数的初始值确定问题
ＭＧＰ模型的超参数，比如协方差函数和先验分

布中的待定参数等，其初始值对学习和预测结果均

有较大影响。然而，当前多数文献没有明确阐述如

何确定合适的初始值。有些文献尝试将训练样本

聚类，在每类样本上通过学习获得一个高斯过程分

量，从而得到超参数初始值［６０，６５］。然而初始聚类结

果对预测精度和运行时间的影响仍然很大。另外

若聚类后某类样本偏多，高斯过程分量的学习运算

量仍然较大，且聚类个数的选择问题尚未很好解

决。因此如何既快又好确定超参数初始值，是 ＭＧＰ
模型未来的另一个重要研究方向。

（３）用于大样本数据的稀疏化策略
就象单个ＧＰ模型一样，ＭＧＰ模型也可采用稀

疏逼近策略。考虑到训练样本较多时，ＭＧＰ的某些
高斯过程分量仍然可能包含较多样本，因而有些

ＭＧＰ模型用稀疏高斯过程来描述每个分量，从而大
幅提高学习效率［６０，６７，８２，９１］。例如 Ｎｇｕｙｅｎ和 Ｂｏｎｉｌ
ｌａ［７１］采用基于稀疏化策略的ＭＧＰ模型，在３小时以
内对１万个训练样本进行学习，并对５千个测试样
本作出预测。当前处于大数据时代，稀疏化策略必

将成为ＭＧＰ模型的重要研究方向之一。
６．５　高斯过程泛函回归模型（ＧＰＦＲ）及其混合

上文提及的 ＭＧＰ模型都用于普通样本学习，
Ｓｈｉ和 Ｗａｎｇ［９４］于２００７年提出 ＧＰＦＲ模型，用于函
数型样本集的学习。该类样本集可分为多组，每组

均看成一个对象或一条函数曲线的记录，每组记录

包括对象或函数特征与各时刻的输入和输出。其

实这样的分组模型也出现在 Ｓｈｉ等［６８６９］、Ｑｉａｎｇ和
Ｍａ［８９］等文献中，只是描述每一组分布的是 ＧＰ模型
而非ＧＰＦＲ模型。由此看出ＧＰＦＲ对样本集的格式
要求较高，因此只适用于某些特定的应用问题。

ＧＰＦＲ模型假设输入是时间的函数，输出的均
值通常表示为一些常见基函数如 Ｂ样条的线性组
合，输出减去均值后的残差由 ＧＰ模型描述。ＧＰＦＲ
模型的学习分为两步：第一步是用 Ｂ样条插值求均
值；第二步是由输出值减去第一步所得的均值估计

获得残差，然后用ＧＰ模型拟合残差。ＧＰＦＲ模型的
预测分为两种情形：若测试样本与某些训练样本在

同一组，则ＧＰ模型预测值与均值函数估计值之和
即为最终预测结果；若测试样本所在组未知，则假

定它被等概率分配到各组中，此时将测试样本分别

放入各组预测，预测值取平均即为最终结果。

为了更好地反映各对象和各输入区域间的差

异，Ｓｈｉ和 Ｗａｎｇ［９３］紧接着提出了 ＧＰＦＲ混合模型，
其中每组样本被分配给一个 ＧＰＦＲ，分配时所用的
混合比例系数由ｌｏｇｉｓｔｉｃ模型决定，且各组样本间相
互独立，因而输出的似然函数较易解析表示，可采

用精确ＥＭ算法求解。ＧＰＦＲ混合模型的预测规则
类似于单个ＧＰＦＲ，也分为上述两种情形。２０１１年，
Ｓｈｉ等［９５］又提出了混合效应 ＧＰＦＲ模型，由参数化
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的混合效应模型与ＧＰＦＲ模型融合而成。

７　高斯过程模型、高斯混合模型、高斯过程
混合模型间的联系

　　高斯混合模型（ＧＭＭ）是一种经典的混合模
型［９６］，ＧＭＭ用多个高斯分布的和来描述学习样本
的分布。ＧＰ、ＧＭＭ、ＭＧＰ等三种模型间具有很强的
层次关系，现结合图２进行描述。图中的 ＩＭＧＰ是
高斯过程无限混合模型的简称，它是ＭＧＰ模型的推
广，即采用 Ｄｉｒｉｃｈｌｅｔ过程或 ＰｉｔｍａｎＹｏｒ过程作为门
限函数，参与混合的分量个数可以无限。类似地，

ＩＧＭＭ是高斯无限混合模型的简称，它是ＧＭＭ模型
的推广。从图中可见，ＭＧＰ模型本身又是由有限个
ＧＰ模型混合而成，而 ＧＭＭ模型是由有限个单高斯
分布混合而成。从图中还可见，ＩＭＧＰ在 ＩＧＭＭ的
基础上引入了“过程”的概念，相当于在 ＩＧＭＭ的基
础上加入了时间维度。ＭＧＰ与ＧＭＭ之间、ＧＰ与单
高斯分布之间也有类似关系。

图２　ＧＰ、ＭＧＰ与ＧＭＭ等三种学习模型间的层次关系，
图中箭头表示退化方向

Ｆｉｇ．２　ＴｈｅｈｉｅｒａｒｃｈｉｃａｌｒｅｌａｔｉｏｎｓｈｉｐｏｆＧＰ，ＭＧＰａｎｄＧＭＭ
ｍｏｄｅｌｓ，ｗｈｅｒｅｔｈｅａｒｒｏｗｓｄｅｎｏｔｅｔｈｅｄｉｒｅｃｔｉｏｎｏｆｄｅｇｅｎｅｒａｔｉｏｎ

反过来若只考虑有限个分量的混合，则 ＩＭＧＰ
和 ＩＧＭＭ分别退化为特例 ＭＧＰ和 ＧＭＭ。更进一
步，若不考虑混合即分量个数等于 １时，ＭＧＰ和
ＧＭＭ又分别退化为其特例 ＧＰ和单高斯分布。另
外如不考虑过程因素，则 ＩＭＧＰ、ＭＧＰ和 ＧＰ等三个
模型分别退化为其特例 ＩＧＭＭ、ＧＭＭ、单高斯分布。
由此看出 ＧＰ、ＭＧＰ和 ＩＭＧＰ模型具有较好的包容
性，可看作统计学习研究的基本框架之一。

８　结论

本文从九个方面评述了 ＧＰ模型的研究进展，
并指出了未来值得探索的六个研究方向。同时梳

理了ＧＰ模型向ＭＧＰ模型拓展的脉络及思路，总结

了ＭＧＰ模型常见的混合类型、学习算法以及输出预
测规则等，并展望了未来的发展方向。最后展示了

ＧＰ、ＭＧＰ与ＧＭＭ模型三者间的紧密联系。纵观ＧＰ
和ＭＧＰ模型国内外的整体研究状况，尽管相关研究
一直在持续进行，并在实用化方面取得了可喜进

展，但在研究深度和广度方面都还有很大的拓展潜

力。本文提及的一些亟待解决的问题和值得关注

的方向，十分值得进一步深入研究。我们相信，ＧＰ
和ＭＧＰ模型凭借着其优良的特性，一定会吸引更多
的学者关注与研究，同时也期待这两类模型在更多

领域获得成功应用。
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ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ，
２００４，１７：２１７２２４．

［２４］ＬａｗｒｅｎｃｅＮＤ，ＪｏｒｄａｎＭＩ．Ｓｅｍｉｓｕｐｅｒｖｉｓｅｄｌｅａｒｎｉｎｇｖｉａ
Ｇａｕｓｓｉａｎｐｒｏｃｅｓｓｅｓ［Ｃ］∥ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎ
ＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ１７．Ｃａｍｂｒｉｄｇｅ：ＭＩＴＰｒｅｓｓ，２００４：
７５３７６０．

［２５］李宏伟，刘扬，卢汉清，等．结合半监督核的高斯过
程分类［Ｊ］．自动化学报，２００９，３５（７）：８８８８９５．
ＬｉＨＷ，ＬｉｕＹ，ＬｕＨＱ，ｅｔａｌ．ＧａｕｓｓｉａｎＰｒｏｃｅｓｓｅｓ
ＣｌａｓｓｉｆｉｃａｔｉｏｎＣｏｍｂｉｎｅｄｗｉｔｈＳｅｍｉｓｕｐｅｒｖｉｓｅｄＫｅｒｎｅｌｓ
［Ｊ］．ＡｃｔａＡｕｔｏｍａｔｉｃａＳｉｎｉｃａ，２００９，３５（７）：８８８８９５．
（ｉｎＣｈｉｎｅｓｅ）

［２６］ＰｉｌｌｏｎｅｔｔｏＧ，ＤｉｎｕｚｚｏＦ，ＤｅＮｉｃｏｌａｏＧ．Ｂａｙｅｓｉａｎｏｎｌｉｎｅ
ｍｕｌｔｉｔａｓｋｌｅａｒｎｉｎｇｏｆＧａｕｓｓｉａｎｐｒｏｃｅｓｓｅｓ［Ｊ］．Ｐａｔｔｅｒｎ
ＡｎａｌｙｓｉｓａｎｄＭａｃｈｉｎｅＩｎｔｅｌｌｉｇｅｎｃｅ，ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓ
ｏｎ，２０１０，３２（２）：１９３２０５．

［２７］Ｇｉｌｂｏａ，Ｅ，Ｓａａｔｃｉ，Ｙ，Ｃｕｎｎｉｎｇｈａｍ，Ｊ．Ｐ．ＳｃａｌｉｎｇＭｕｌｔｉ
ｄｉｍｅｎｓｉｏｎａｌＩｎｆｅｒｅｎｃｅｆｏｒＳｔｒｕｃｔｕｒｅｄＧａｕｓｓｉａｎＰｒｏｃｅｓｓｅｓ
［Ｊ］．ＩＥＥＥＴｒａｎｓ．ｏｎＰａｔｔｅｒｎＡｎａｌｙｓｉｓａｎｄＭａｃｈｉｎｅＩｎ
ｔｅｌｌｉｇｅｎｃｅ，２０１５，３７（２）：４２４４３６．

［２８］ＺｈａｏＸ，ＣｈｅｕｎｇＬＷＫ．ＭｕｌｔｉｃｌａｓｓＫｅｒｎｅｌＩｍｂｅｄｄｅｄＧａｕｓｓｉ
ａｎＰｒｏｃｅｓｓｅｓｆｏｒＭｉｃｒｏａｒｒａｙＤａｔａＡｎａｌｙｓｉｓ［Ｊ］．ＩＥＥＥ／ＡＣＭ
ＴｒａｎｓａｃｔｉｏｎｓｏｎＣｏｍｐｕｔａｔｉｏｎａｌＢｉｏｌｏｇｙａｎｄＢｉｏｉｎｆｏｒｍａｔｉｃｓ
（ＴＣＢＢ），２０１１，８（４）：１０４１１０５３．

［２９］ＤａｌｌａｉｒｅＰ，ＢｅｓｓｅＣ，ＣｈａｉｂＤｒａａＢ．Ａｎａｐｐｒｏｘｉｍａｔｅｉｎｆｅｒ
ｅｎｃｅｗｉｔｈＧａｕｓｓｉａｎｐｒｏｃｅｓｓｔｏｌａｔｅｎｔｆｕｎｃｔｉｏｎｓｆｒｏｍｕｎｃｅｒ
ｔａｉｎｄａｔａ［Ｊ］．Ｎｅｕｒｏｃｏｍｐｕｔｉｎｇ，２０１１，７４（１１）：１９４５１９５５．

［３０］ＷｉｌｌｉａｍｓＣＫＩ，ＶｉｖａｒｅｌｌｉＦ．Ｕｐｐｅｒａｎｄｌｏｗｅｒｂｏｕｎｄｓｏｎ
ｔｈｅｌｅａｒｎｉｎｇｃｕｒｖｅｆｏｒＧａｕｓｓｉａｎｐｒｏｃｅｓｓｅｓ［Ｊ］．Ｍａｃｈｉｎｅ
Ｌｅａｒｎｉｎｇ，２０００，４０（１）：７７１０２．

［３１］ＶｉｖａｒｅｌｌｉＦ，ＯｐｐｅｒＭ．ＧｅｎｅｒａｌｂｏｕｎｄｓｏｎＢａｙｅｓｅｒｒｏｒｓｆｏｒ
ｒｅｇｒｅｓｓｉｏｎｗｉｔｈＧａｕｓｓｉａｎｐｒｏｃｅｓｓｅｓ［Ｊ］．ＡｄｖａｎｃｅｓｉｎＮｅｕ
ｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ，１９９９，１１：３０２３０８．

［３２］ＳｏｌｌｉｃｈＰ，ＨａｌｅｅｓＡ．ＬｅａｒｎｉｎｇｃｕｒｖｅｓｆｏｒＧａｕｓｓｉａｎｐｒｏｃｅｓｓ
ｒｅｇｒｅｓｓｉｏｎ：Ａｐｐｒｏｘｉｍａｔｉｏｎｓａｎｄｂｏｕｎｄｓ［Ｊ］．ＮｅｕｒａｌＣｏｍ
ｐｕｔａｔｉｏｎ，２００２，１４（６）：１３９３１４２８．

［３３］ＯｐｐｅｒＭ，ＭａｌｚａｈｎＤ．ＬｅａｒｎｉｎｇｃｕｒｖｅｓｆｏｒＧａｕｓｓｉａｎＰｒｏｃｅｓ
ｓｅｓｒｅｇｒｅｓｓｉｏｎ：Ａｆｒａｍｅｗｏｒｋｆｏｒｇｏｏｄａｐｐｒｏｘｉｍａｔｉｏｎｓ［Ｊ］．
ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ１４，
２００１，１４：２７３２７９．

［３４］ＫａｋａｄｅＳ，ＳｅｅｇｅｒＭ，ＦｏｓｔｅｒＤ．Ｗｏｒｓｔｃａｓｅｂｏｕｎｄｓｆｏｒ
Ｇａｕｓｓｉａｎｐｒｏｃｅｓｓｍｏｄｅｌｓ［Ｃ］∥Ｐｒｏｃ．ｏｆｔｈｅ１８ｔｈＡｎｎｕａｌ
ＣｏｎｆｅｒｅｎｃｅｏｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ．

９６９
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Ｃａｍｂｒｉｄｇｅ：ＭＩＴＰｒｅｓｓ，２００５：６１９６２６．（ＥＰＦＬＣＯＮＦ
１６１３１５）．

［３５］ＧｉｂｂｓＭ．ＢａｙｅｓｉａｎＧａｕｓｓｉａｎｐｒｏｃｅｓｓｅｓｆｏｒｃｌａｓｓｉｆｉｃａｔｉｏｎ
ａｎｄｒｅｇｒｅｓｓｉｏｎ［Ｄ］．Ｃａｍｂｒｉｄｇｅ：ＵｎｉｖｅｒｓｉｔｙｏｆＣａｍ
ｂｒｉｄｇｅ，ＤｅｐａｒｔｍｅｎｔｏｆＰｈｙｓｉｃｓ，１９９７．

［３６］ＳｈｅｎＹ，ＮｇＡ，ＳｅｅｇｅｒＭ．ＦａｓｔＧａｕｓｓｉａｎｐｒｏｃｅｓｓｒｅｇｒｅｓ
ｓｉｏｎｕｓｉｎｇｋｄｔｒｅｅｓ［Ｃ］∥Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ１８ｔｈＡｎｎｕａｌ
ＣｏｎｆｅｒｅｎｃｅｏｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ．
Ｃａｍｂｒｉｄｇｅ：ＭＩＴＰｒｅｓｓ，２００５：１２２５１２３２．

［３７］ＷｉｌｌｉａｍｓＣＫＩ，ＲａｓｍｕｓｓｅｎＣＥ，ＳｃｗａｉｇｈｏｆｅｒＡ，ｅｔａｌ．
ＯｂｓｅｒｖａｔｉｏｎｓｏｎｔｈｅＮｙｓｔｒｍｍｅｔｈｏｄｆｏｒＧａｕｓｓｉａｎｐｒｏｃｅｓｓ
ｐｒｅｄｉｃｔｉｏｎ［Ｒ］．Ｌｏｎｄｏｎ：ＵｎｉｖｅｒｓｉｔｙｏｆＥｄｉｎｂｕｒｇｈａｎｄ
ＵｎｉｖｅｒｓｉｔｙＣｏｌｌｅｇｅＬｏｎｄｏｎ，２００２：１９．

［３８］ＣｈａｌｕｐｋａＫ，ＷｉｌｌｉａｍｓＣＫＩ，ＭｕｒｒａｙＩ．Ａｆｒａｍｅｗｏｒｋｆｏｒ
ｅｖａｌｕａｔｉｎｇａｐｐｒｏｘｉｍａｔｉｏｎｍｅｔｈｏｄｓｆｏｒＧａｕｓｓｉａｎｐｒｏｃｅｓｓ
ｒｅｇｒｅｓｓｉｏｎ［Ｊ］．ＴｈｅＪｏｕｒｎａｌｏｆＭａｃｈｉｎｅＬｅａｒｎｉｎｇＲｅ
ｓｅａｒｃｈ，２０１３，１４（１）：３３３３５０．

［３９］ＱｕｉｏｎｅｒｏＣａｎｄｅｌａＪ，ＲａｓｍｕｓｓｅｎＣＥ．Ａｕｎｉｆｙｉｎｇｖｉｅｗ
ｏｆｓｐａｒｓｅａｐｐｒｏｘｉｍａｔｅＧａｕｓｓｉａｎｐｒｏｃｅｓｓｒｅｇｒｅｓｓｉｏｎ［Ｊ］．
ＴｈｅＪｏｕｒｎａｌｏｆＭａｃｈｉｎｅＬｅａｒｎｉｎｇＲｅｓｅａｒｃｈ，２００５，６：
１９３９１９５９．

［４０］ＳｎｅｌｓｏｎＥ，ＧｈａｈｒａｍａｎｉＺ．ＳｐａｒｓｅＧａｕｓｓｉａｎＰｒｏｃｅｓｓｅｓｕ
ｓｉｎｇｐｓｅｕｄｏｉｎｐｕｔｓ［Ｃ］∥ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎ
ＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ１８．Ｃａｍｂｒｉｄｇｅ：ＭＩＴＰｒｅｓｓ，２００５：
１２５７１２６４．

［４１］ＳｏｌｌｉｃｈＰ．ＰｒｏｂａｂｉｌｉｓｔｉｃＭｅｔｈｏｄｓｆｏｒＳｕｐｐｏｒｔＶｅｃｔｏｒＭａ
ｃｈｉｎｅｓ［Ｃ］∥ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇ
Ｓｙｓｔｅｍｓ１２．Ｃａｍｂｒｉｄｇｅ：ＭＩＴＰｒｅｓｓ，１９９９：３４９３５５．

［４２］ＶａｎＧｅｓｔｅｌＴ，ＳｕｙｋｅｎｓＪＡＫ，ＬａｎｃｋｒｉｅｔＧ，ｅｔａｌ．Ｂａｙｅｓｉａｎ
ｆｒａｍｅｗｏｒｋｆｏｒｌｅａｓｔｓｑｕａｒｅｓｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅｃｌａｓｓｉ
ｆｉｅｒｓ，Ｇａｕｓｓｉａｎｐｒｏｃｅｓｓｅｓ，ａｎｄｋｅｒｎｅｌＦｉｓｈｅｒｄｉｓｃｒｉｍｉｎａｎｔ
ａｎａｌｙｓｉｓ［Ｊ］．ＮｅｕｒａｌＣｏｍｐｕｔａｔｉｏｎ，２００２，１４（５）：１１１５１１４７．

［４３］ＲａｓｍｕｓｓｅｎＣＥ，ＫｕｓｓＭ．Ｇａｕｓｓｉａｎｐｒｏｃｅｓｓｅｓｉｎｒｅｉｎｆｏｒｃｅ
ｍｅｎｔｌｅａｒｎｉｎｇ［Ｃ］∥ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏ
ｃｅｓｓｉｎｇＳｙｓｔｅｍｓ１６．Ｃａｍｂｒｉｄｇｅ：ＭＩＴＰｒｅｓｓ，２００３：７５１７５９．

［４４］ＥｎｇｅｌＹ，ＭａｎｎｏｒＳ，ＭｅｉｒＲ．Ｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇｗｉｔｈ
Ｇａｕｓｓｉａｎｐｒｏｃｅｓｓｅｓ［Ｃ］∥Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２２ｎｄＩｎｔｅｒ
ｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ．ＮｅｗＹｏｒｋ：
ＡＣＭ，２００５：２０１２０８．

［４５］ＫｏＪ，ＫｌｅｉｎＤＪ，ＦｏｘＤ，ｅｔａｌ．Ｇａｕｓｓｉａｎｐｒｏｃｅｓｓｅｓａｎｄ
ｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇｆｏｒｉｄｅｎｔｉｆｉｃａｔｉｏｎａｎｄｃｏｎｔｒｏｌｏｆａｎ
ａｕｔｏｎｏｍｏｕｓｂｌｉｍｐ［Ｃ］∥ＲｏｂｏｔｉｃｓａｎｄＡｕｔｏｍａｔｉｏｎ，Ｊｉｎａｎ
ＳｈａｎｄｏｎｇＣｈｉｎａ：２００７ＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅ
ｏｎ．ＩＥＥＥ，２００７：７４２７４７．

［４６］ＷａｎｇＪＭ，ＦｌｅｅｔＤＪ，ＨｅｒｔｚｍａｎｎＡ．Ｇａｕｓｓｉａｎｐｒｏｃｅｓｓ
ｄｙｎａｍｉｃａｌｍｏｄｅｌｓｆｏｒｈｕｍａｎｍｏｔｉｏｎ［Ｊ］．ＰａｔｔｅｒｎＡｎａｌｙｓｉｓ

ａｎｄＭａｃｈｉｎｅＩｎｔｅｌｌｉｇｅｎｃｅ，ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎ，２００８，
３０（２）：２８３２９８．

［４７］吕培，张明敏，徐明亮，等．基于高斯过程动态模型
的人体节奏运动合成［Ｊ］．中国图象图形学报，２０１１，
１６（８）：１５１１１５１５．
ＬｖＰ，ＺｈａｎｇＭＭ，ＸｕＭＬ，ｅｔａｌ．Ｒｈｙｔｈｍｉｃａｌｍｏｔｉｏｎ
ｓｙｎｔｈｅｓｉｓｂａｓｅｄｏｎＧａｕｓｓｉａｎｐｒｏｃｅｓｓｄｙｎａｍｉｃａｌｍｏｄｅｌ
［Ｊ］．ＪｏｕｒｎａｌｏｆＩｍａｇｅａｎｄＧｒａｐｈｉｃｓ，２０１１，１６（８）：
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ＧａｕｓｓｉａｎＰｒｏｃｅｓｓｅｓｂｙＫｅｒｎｅｌＳｍｏｏｔｈｉｎｇ［Ｊ］．Ｊｏｕｒｎａｌｏｆ
Ｂｕｓｉｎｅｓｓ＆ＥｃｏｎｏｍｉｃＳｔａｔｉｓｔｉｃｓ，２０１４，３２（２）：２５９２７０．

［７４］ＰｌａｔａｎｉｏｓＥＡ，ＣｈａｔｚｉｓＳＰ．ＭｉｘｔｕｒｅＧａｕｓｓｉａｎＰｒｏｃｅｓｓ
ＣｏｎｄｉｔｉｏｎａｌＨｅｔｅｒｏｓｃｅｄａｓｔｉｃｉｔｙ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎ
ＰａｔｔｅｒｎＡｎａｌｙｓｉｓａｎｄＭａｃｈｉｎｅＩｎｔｅｌｌｉｇｅｎｃｅ，２０１４，３６
（５）：８８８９００．

［７５］ＫａｐｏｏｒＡ，ＡｈｎＨ，ＰｉｃａｒｄＲＷ．ＭｉｘｔｕｒｅｏｆＧａｕｓｓｉａｎ
ｐｒｏｃｅｓｓｅｓｆｏｒｃｏｍｂｉｎｉｎｇｍｕｌｔｉｐｌｅｍｏｄａｌｉｔｉｅｓ［Ｃ］∥Ｍｕｌｔｉｐｌｅ
ＣｌａｓｓｉｆｉｅｒＳｙｓｔｅｍｓ．ＢｅｒｌｉｎＨｅｉｄｅｌｂｅｒｇ：Ｓｐｒｉｎｇｅｒ，２００５：８６９６．

［７６］ＳｃｈｉｅｇｇＭ，ＮｅｕｍａｎｎＭ，ＫｅｒｓｔｉｎｇＫ．ＭａｒｋｏｖＬｏｇｉｃＭｉｘ
ｔｕｒｅｓｏｆＧａｕｓｓｉａｎＰｒｏｃｅｓｓｅｓ：ＴｏｗａｒｄｓＭａｃｈｉｎｅｓＲｅａｄｉｎｇ
ＲｅｇｒｅｓｓｉｏｎＤａｔａ［Ｃ］∥Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ１５ｔｈＩｎｔｅｒｎａ
ｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅａｎｄＳｔａｔｉｓｔｉｃｓ．
［ｓ．ｌ．］：［ｓ．ｎ．］，２０１２：１００２１０１１．

［７７］ＷｅｉＨ，ＬｕＷ，ＺｈｕＰ，ｅｔａｌ．Ｃａｍｅｒａｃｏｎｔｒｏｌｆｏｒｌｅａｒｎｉｎｇ
ｎｏｎｌｉｎｅａｒｔａｒｇｅｔｄｙｎａｍｉｃｓｖｉａＢａｙｅｓｉａｎ ｎｏｎｐａｒａｍｅｔｒｉｃ
ＤｉｒｉｃｈｌｅｔｐｒｏｃｅｓｓＧａｕｓｓｉａｎｐｒｏｃｅｓｓ（ＤＰＧＰ）ｍｏｄｅｌｓ［Ｃ］∥
ＩｎｔｅｌｌｉｇｅｎｔＲｏｂｏｔｓａｎｄＳｙｓｔｅｍｓ（ＩＲＯＳ２０１４）．Ｃｈｉｃａｇｏ，
ＩＬ：２０１４ＩＥＥＥ／ＲＳＪＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎ．ＩＥＥＥ，
２０１４：９５１０２．

［７８］ＨｅｒｎｎｄｅｚＳ，ＳａｌｌｉｓＰ．ＤｉｓｔｒｉｂｕｔｅｄＭｉｎｉｍｕｍＴｅｍｐｅｒａｔｕｒｅ
ＰｒｅｄｉｃｔｉｏｎＵｓｉｎｇＭｉｘｔｕｒｅｓｏｆＧａｕｓｓｉａｎＰｒｏｃｅｓｓｅｓ［Ｃ］∥Ｅｎ
ｖｉｒｏｎｍｅｎｔａｌＳｏｆｔｗａｒｅＳｙｓｔｅｍｓ．Ｉｎｆｒａｓｔｒｕｃｔｕｒｅｓ，Ｓｅｒｖｉｃｅｓ
ａｎｄＡｐｐｌｉｃａｔｉｏｎｓ．［ｓ．ｌ．］：ＳｐｒｉｎｇｅｒＩｎｔｅｒｎａｔｉｏｎａｌＰｕｂ
ｌｉｓｈｉｎｇ，２０１５：４８４４９１．

［７９］ＯｕｙａｎｇＲ，ＬｏｗＫＨ，ＣｈｅｎＪ，ｅｔａｌ．Ｍｕｌｔｉｒｏｂｏｔａｃｔｉｖｅ
ｓｅｎｓｉｎｇｏｆｎｏｎｓｔａｔｉｏｎａｒｙＧａｕｓｓｉａｎｐｒｏｃｅｓｓｂａｓｅｄｅｎｖｉｒｏｎ
ｍｅｎｔａｌｐｈｅｎｏｍｅｎａ［Ｃ］∥Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２０１４ｉｎｔｅｒｎａ
ｔｉｏｎａｌｃｏｎｆｅｒｅｎｃｅｏｎＡｕｔｏｎｏｍｏｕｓａｇｅｎｔｓａｎｄｍｕｌｔｉａｇｅｎｔ
ｓｙｓｔｅｍｓ．［ｓ．ｌ．］：ＩｎｔｅｒｎａｔｉｏｎａｌＦｏｕｎｄａｔｉｏｎｆｏｒＡｕｔｏｎｏ
ｍｏｕｓＡｇｅｎｔｓａｎｄＭｕｌｔｉａｇｅｎｔＳｙｓｔｅｍｓ，２０１４：５７３５８０．

［８０］ＮｇｕｙｅｎＴｕｏｎｇＤ，ＳｅｅｇｅｒＭ，ＰｅｔｅｒｓＪ．Ｍｏｄｅｌｌｅａｒｎｉｎｇｗｉｔｈ
ｌｏｃａｌＧａｕｓｓｉａｎＰｒｏｃｅｓｓｒｅｇｒｅｓｓｉｏｎ［Ｊ］．ＡｄｖａｎｃｅｄＲｏｂｏｔ
ｉｃｓ，２００９，２３（１５）：２０１５２０３４．

［８１］ＬｉｕＺ，ＺｈｏｕＬ，ＬｅｕｎｇＨ，ｅｔａｌ．ＫｉｎｅｃｔＰｏｓｔｕｒｅＲｅｃｏｎ
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ｓｔｒｕｃｔｉｏｎｂａｓｅｄｏｎａＬｏｃａｌＭｉｘｔｕｒｅｏｆＧａｕｓｓｉａｎＰｒｏｃｅｓｓ
Ｍｏｄｅｌｓ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＶｉｓｕａｌｉｚａｔｉｏｎａｎｄ
ＣｏｍｐｕｔｅｒＧｒａｐｈｉｃｓ，２０１５，ＰＰ（９９）．

［８２］ＳｕｎＳ，ＸｕＸ．Ｖａｒｉａｔｉｏｎａｌｉｎｆｅｒｅｎｃｅｆｏｒｉｎｆｉｎｉｔｅｍｉｘｔｕｒｅｓ
ｏｆＧａｕｓｓｉａｎｐｒｏｃｅｓｓｅｓｗｉｔｈａｐｐｌｉｃａｔｉｏｎｓｔｏｔｒａｆｆｉｃｆｌｏｗｐｒｅ
ｄｉｃｔｉｏｎ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＩｎｔｅｌｌｉｇｅｎｔＴｒａｎｓｐｏｒｔａ
ｔｉｏｎＳｙｓｔｅｍｓ，２０１１，１２（２）：４６６４７５．

［８３］ＳｕｎＳ．ＩｎｆｉｎｉｔｅｍｉｘｔｕｒｅｓｏｆｍｕｌｔｉｖａｒｉａｔｅＧａｕｓｓｉａｎｐｒｏｃｅｓ
ｓｅｓ［Ｃ］∥ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ
ａｎｄＣｙｂｅｒｎｅｔｉｃｓ．Ｔｉａｎｊｉｎ：２０１３ＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎ
ｆｅｒｅｎｃｅｏｎ．ＩＥＥＥ，２０１３：１０１１１０１６．

［８４］ＹｕＪ，ＣｈｅｎＫ，ＲａｓｈｉｄＭＭ．ＡＢａｙｅｓｉａｎｍｏｄｅｌａｖｅｒａ
ｇｉｎｇｂａｓｅｄ ｍｕｌｔｉｋｅｒｎｅｌＧａｕｓｓｉａｎ ｐｒｏｃｅｓｓｒｅｇｒｅｓｓｉｏｎ
ｆｒａｍｅｗｏｒｋｆｏｒｎｏｎｌｉｎｅａｒｓｔａｔｅｅｓｔｉｍａｔｉｏｎａｎｄｑｕａｌｉｔｙｐｒｅ
ｄｉｃｔｉｏｎｏｆｍｕｌｔｉｐｈａｓｅｂａｔｃｈｐｒｏｃｅｓｓｅｓｗｉｔｈｔｒａｎｓｉｅｎｔｄｙ
ｎａｍｉｃｓａｎｄｕｎｃｅｒｔａｉｎｔｙ［Ｊ］．ＣｈｅｍｉｃａｌＥｎｇｉｎｅｅｒｉｎｇＳｃｉ
ｅｎｃｅ，２０１３，９３（１９）：９６１０９．

［８５］ＯｈｉｓｈｉＹ，ＭｏｃｈｉｈａｓｈｉＤ，ＫａｍｅｏｋａＨ，ｅｔａｌ．Ｍｉｘｔｕｒｅｏｆ
Ｇａｕｓｓｉａｎｐｒｏｃｅｓｓｅｘｐｅｒｔｓｆｏｒｐｒｅｄｉｃｔｉｎｇｓｕｎｇｍｅｌｏｄｉｃｃｏｎ
ｔｏｕｒｗｉｔｈｅｘｐｒｅｓｓｉｖｅｄｙｎａｍｉｃｆｌｕｃｔｕａｔｉｏｎｓ［Ｃ］∥Ａｃｏｕｓ
ｔｉｃｓ，ＳｐｅｅｃｈａｎｄＳｉｇｎａｌＰｒｏｃｅｓｓｉｎｇ（ＩＣＡＳＳＰ）．Ｆｌｏｒ
ｅｎｃｅ，Ｉｔａｌｙ：２０１４ＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎ．
ＩＥＥＥ，２０１４：３７１４３７１８．

［８６］ＷｕＤ，ＣｈｅｎＺ，ＭａＪ．ＡｎＭＣＭＣｂａｓｅｄＥＭａｌｇｏｒｉｔｈｍ
ｆｏｒｍｉｘｔｕｒｅｓｏｆＧａｕｓｓｉａｎｐｒｏｃｅｓｓｅｓ［Ｃ］∥Ａｄｖａｎｃｅｓｉｎ
ＮｅｕｒａｌＮｅｔｗｏｒｋｓＩＳＮＮ２０１５．ＢｅｒｌｉｎＨｅｉｄｅｌｂｅｒｇ：Ｓｐｒｉｎｇ
ｅｒ，２０１５：３２７３３４．

［８７］ＣｈｅｎＺ，ＭａＪ．ＴｈｅＨａｒｄＣｕｔＥＭＡｌｇｏｒｉｔｈｍｆｏｒＭｉｘｔｕｒｅ
ｏｆＳｐａｒｓｅＧａｕｓｓｉａｎＰｒｏｃｅｓｓｅｓ［Ｃ］∥ＩｎｔｅｌｌｉｇｅｎｔＣｏｍｐｕｔｉｎｇ
Ｍｅｔｈｏｄｏｌｏｇｉｅｓ．Ｓｗｉｔｚｅｒｌａｎｄ：ＳｐｒｉｎｇｅｒＩｎｔｅｒｎａｔｉｏｎａｌＰｕｂ
ｌｉｓｈｉｎｇ，２０１５：１３２４．

［８８］ＺｈａｏＬ，ＣｈｅｎＺ，ＭａＪ．ＡｎＥｆｆｅｃｔｉｖｅＭｏｄｅｌＳｅｌｅｃｔｉｏｎ
ＣｒｉｔｅｒｉｏｎｆｏｒＭｉｘｔｕｒｅｓｏｆＧａｕｓｓｉａｎＰｒｏｃｅｓｓｅｓ［Ｃ］∥Ａｄ
ｖａｎｃｅｓｉｎＮｅｕｒａｌＮｅｔｗｏｒｋｓＩＳＮＮ２０１５．ＢｅｒｌｉｎＨｅｉｄｅｌ
ｂｅｒｇ：Ｓｐｒｉｎｇｅｒ，２０１５：３４５３５４．

［８９］ＱｉａｎｇＺ，ＭａＪ．ＡｕｔｏｍａｔｉｃＭｏｄｅｌＳｅｌｅｃｔｉｏｎｏｆｔｈｅＭｉｘ
ｔｕｒｅｓｏｆＧａｕｓｓｉａｎＰｒｏｃｅｓｓｅｓｆｏｒＲｅｇｒｅｓｓｉｏｎ［Ｃ］∥Ａｄ
ｖａｎｃｅｓｉｎＮｅｕｒａｌＮｅｔｗｏｒｋｓＩＳＮＮ２０１５．ＢｅｒｌｉｎＨｅｉｄｅｌ
ｂｅｒｇ：Ｓｐｒｉｎｇｅｒ，２０１５：３３５３４４．

［９０］ＦｏｘＥＢ，ＤｕｎｓｏｎＤＢ．ＭｕｌｔｉｒｅｓｏｌｕｔｉｏｎＧａｕｓｓｉａｎＰｒｏｃｅｓ
ｓｅｓ［Ｃ］∥ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓ
ｔｅｍｓ２５．Ｃａｍｂｒｉｄｇｅ：ＭＩＴＰｒｅｓｓ，２０１２：７３７７４５．

［９１］ＳｔａｃｈｎｉｓｓＣ，ＰｌａｇｅｍａｎｎＣ，ＬｉｌｉｅｎｔｈａｌＡＪ，ｅｔａｌ．Ｇａｓ

ＤｉｓｔｒｉｂｕｔｉｏｎＭｏｄｅｌｉｎｇｕｓｉｎｇＳｐａｒｓｅＧａｕｓｓｉａｎＰｒｏｃｅｓｓ
ＭｉｘｔｕｒｅＭｏｄｅｌｓ［Ｃ］∥Ｒｏｂｏｔｉｃｓ：ＳｃｉｅｎｃｅａｎｄＳｙｓｔｅｍｓ．
Ｃａｍｂｒｉｄｇｅ：ＭＩＴＰｒｅｓｓ，２００８：３１０３１７．

［９２］ＲａｓｍｕｓｓｅｎＣＥ，ＧｈａｈｒａｍａｎｉＺ．Ｉｎｆｉｎｉｔｅｍｉｘｔｕｒｅｓｏｆ
Ｇａｕｓｓｉａｎｐｒｏｃｅｓｓｅｘｐｅｒｔｓ［Ｃ］∥ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒ
ｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ１４．Ｃａｍｂｒｉｄｇｅ：ＭＩＴＰｒｅｓｓ，
２００１：８８１８８８．

［９３］ＳｈｉＪＱ，ＷａｎｇＢ．Ｃｕｒｖｅｐｒｅｄｉｃｔｉｏｎａｎｄｃｌｕｓｔｅｒｉｎｇｗｉｔｈ
ｍｉｘｔｕｒｅｓｏｆＧａｕｓｓｉａｎｐｒｏｃｅｓｓｆｕｎｃｔｉｏｎａｌｒｅｇｒｅｓｓｉｏｎｍｏｄｅｌｓ
［Ｊ］．ＳｔａｔｉｓｔｉｃｓａｎｄＣｏｍｐｕｔｉｎｇ，２００８，１８（３）：２６７２８３．

［９４］ＳｈｉＪＱ，ＷａｎｇＢ，ＭｕｒｒａｙＳｍｉｔｈＲ，ｅｔａｌ．Ｇａｕｓｓｉａｎ
ｐｒｏｃｅｓｓｆｕｎｃｔｉｏｎａｌｒｅｇｒｅｓｓｉｏｎｍｏｄｅｌｉｎｇｆｏｒｂａｔｃｈｄａｔａ［Ｊ］．
Ｂｉｏｍｅｔｒｉｃｓ，２００７，６３（３）：７１４７２３．

［９５］ＳｈｉＪＱ，ＷａｎｇＢ，ＷｉｌｌＥＪ，ｅｔａｌ．ＭｉｘｅｄｅｆｆｅｃｔｓＧａｕｓｓｉ
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